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Exercises 1:

E1.a)

Tavoitteena on ryhmitellä sekvenssit AAAG ja ACG.

Non-probabilistic methods:

Käytetään dynamic programming –menetelmää. Menetelmässä on käytetty pisteytysfunktiota:

s(sama)
=
+1

s(eri)
=
-1

s(aukko)
=
-2

Alla algoritmin tuottama tulos.

          A     C     G

    0 <- -2 <- -4 <- -6

    ^

   ||  \

A  -2     1 <- -1 <- -3

    ^     ^

    |  \\ |  \     \

A  -4    -1     0 <- -2

    ^     ^     ^

    |  \  |  \\ |  \

A  -6    -3    -2    -1

    ^     ^     ^

    |     |  \  |  \\

G  -8    -5    -4    -1

Optimaalinen ratkaiisu tuotti pistefunktiolle arvoksi –1. Algoritmilla löytyi kolme optimaalista reittiä. Näistä on valittu tuplaviivoilla merkitty reitti, joka tuottaa tuloksen

-ACG

AAAG

Kaksi muuta optimaalista tulosta ovat

A-CG  AC-G

AAAG  AAAG
Probabilistic method: 

HMM. Muodostetaan pair-HMM-malli.

Ensin muodostettaisiin FSA-malli dynamicprogramming algoritmista (kuten DEKM s.80). Sen jälkeen sitä muokataan ja saadaan tarvittava pair-HMM (DEKM s.82). Tähän pitäisi estimoida todennäköisyydet delta, epsilon ja tau, jonka jälkeen Viterbi-algoritmilla löydettäisiin todennäköisin polku, ja sitä vastaava ryhmittely (alignment). Teksteistä ei kuitenkaan selvinnyt kuinka kuinka kyseiset todennäköisyydet tulisi estimoida…

E1.b)

Alla on vertailtu probabilistisia ja ei-probabilistisia menetelmiä sekvenssien ryhmittelyssä.

Deterministiset menetelmät:

· tilakone, jossa tilat kuvaavat merkkien lisäämistä ja merkkijonojen sovittamista

· siirtymien kustannus määräytyy merkkijonojen erilaisuusmitan perusteella

· sakkofunktion minimointi

· mallin luominen suhteellisen suoraviivainen, parametrien valintaan olemassa standardiratkaisuja

· yksi tai useampia optimaalisia, keskenään samanarvoisia tuloksia

Probabilistiset menetelmät

· probabilistinen laajennus tilakoneelle, jossa tilat vastaavat lisättyjen merkkien jakaumia

· siirtymiin liittyy todennäköisyys

· todennäköisyyden maksimointi

· mallin luominen usein hankalaa, todennäköisyyksien estimoiminen suoraviivaista

· tuloksena todennäiköisyydet kaikille mahdollisille ratkaisuille joista voidaan valita optimaalinen

E1.c)

Markov Chain (MC):

· tilat deterministisiä, siirtymät probabilistisia

· seuraavan tilan todennäköisyys riippuu vain nykyisestä tilasta

· alisekvenssien rajojen löytäminen mahdollista vain kokeilemalla

· menetelmä on herkkä sekvenssien pituuksille

HMM:

· tilat ja siirtymät probabilistisia

· nykyistä tilaa ei voida päätellä havaitusta merkistä (== “hidden”)

· tilassa useita merkkivaihtoehtoja

· alisekvenssien rajat todennäköisimmän polun sivutuotteena

Käyttötarkoituksia:

· CpG saarekkeiden erottelu (tietyn sekvenssin kuuluminen tiettyy joukkoon)

· sekvenssin erityisominaisuudet (todennäköisyys, rakenne) tietyssä joukossa

· HMM: sekvenssien etsintä

· HMM: sekvenssien ryhmittely (alignment)

· MC: erottelu. Esim. CpG-saarekkeista voidaan arvioida saarekkeiden todennäköisyys, mutta ei etsiä saarekkeita

E1.d)

Juoma-automaatin tilakaavio:

 +-0.7-+                 +-0.5-+

 |     |                 |     |

 |     v                 v     |

 |  +-------+       +-------+  |

 +--| CP    |--0.3->| WP    |--+

    | C:0.6 |       | C:0.1 |

    | W:0.1 |       | W:0.7 |

    | L:0.3 |<-0.5--| L:0.2 |

    +-------+       +-------+

Aluksi ollaan tilassa WP. Seuraava tila voi olla joko WP tai CP, riippuen valinnasta.

  P({cola, lemonade}) 

= P(cola|WP)*(P(WP|WP)*P(lemonade|WP)+P(CP|WP)*P(lemonade|CP))

= 0.1 * (0.5 * 0.2 + 0.5 * 0.3) = 0.025

HMM:sta saataisiin deterministinen (=näkyvä), jos muutetaan tilat deterministisiksi. Ts. tietyssä tilassa emittoidaan aina sama symboli, eli CP tilassa aina colaa ja WP tilassa aina vettä. Toisin sanoen, muuttamalla tiloissa suurimpien todennaköisyyksien arvot ykkösiksi ja muut nolliksi saadaan aikaan deterministinen Markov model.

E1.e)

E1.f)

Alla on vertailtu FSA:ta ja pairwise-HMM:ia etsinnässä:

FSA:

· deterministinen

· tilat vastaavat merkkien lisäämistä ja merkkijonon sovittamista 

· siirtymiin liittyy sakkofunktio merkkijonojen etäisyysmitan perusteella

· tavoitteena sakkofunktion minimoiminen

· parametrien käyttäytyminen ennakoitavissa

Pairwise-HMM:

· probabilistinen

· tilat vastaavat lisättyjen merkkien jakaumia

· siirtymiin liittyy todennäköisyys

· maksimoidaan todennäköisyyttä

· parametrien muuntaminen todennäköisyyksiksi ai aina mahdollista suoraan

· datan parhaiten esittävä malli ei välttämättä ole paras malli etsintään

· Viterbi-algoritmi voi tuottaa FSA:ta huonompia tuloksia (riippuu forward-algoritmin pisteytyksen riippuvaisuudesta/riippumattomuudesta yksittäisestä ryhmittelystä)

E1.g)

HMM (Hidden Markov Model):

· tilamalli, jossa tilojen välisillä siirtymillä ja kussakin tilassa olevilla merkeillä on tietyt todennäköisyydet

PSSM (Position Spesific Score Matrix)

· ennaltamäärätyn pituinen tilastollinen malli, jossa kuhunkin kohtaan tuleva merkki noudattaa tiettyä jakaumaa

· tietynpituinen PSSM voidaan sijoittaa pidempään sekvenssiin monella tavalla: alkuun, loppuun tai mihin tahansa sille välille

· voidaan pitää HMM:n erikoistapauksena, jossa tilat muodostavat yhtenäisen jonon ja tilojen välisien siirtymien todennäköisyydet ovat 1

Profiili-HMM:

· HMM-malli, jota on laajennettu PSSM:stä lisäämällä insert- ja delete-tilat (ts. sekvenssin pituus voi muuttua). Siten sekvenssistä voi puuttua ja/tai siihen voidaan lisätä kirjain/kirjaimia

· ei sisällä silmukoita, ts. mallissa voidaan liikkua vain eteenpäin

· perustuu PSSM:n tavoin tietystä ryhmittelystä (alignment) laskettuun tilastolliseen jakaumaan
E1.h)

Auringon sammumiseen on aikaa sekunteina:

T = 5*109*365*24*3600 = 1,5768...*1017s

Ratkaistaan N:

102N-4 = T

2N-4 = log10 (T)

N = (log10 (T)+4)/2

= 10,5988… ( 10

Ehdittäisiin siis ryhmitellä mahtavat 10 sekvenssiä. Tuloksen perusteella kannattaisi käyttää nykyinen laskentateho mielummin nopeampien tietokonesukupolvien kehittelyyn ja aloittaa laskenta vaikkapa esimerkiksi parin tuhannen vuoden kuluttua (. Samalla odotellessa voisi käyttää aikaa myös algoritmin viilaukseen.

E1.i)

Feng-Doolittle:

· edut

· pisteytysfunktion muuttamisen etäisyysmitaksi ei tarvitse olla tarkka

· suosii samoihin kohtiin tulevia aukkoja

· haitat

· ei huomioi tietyn paikan konservaatioastetta/pysyvyyttä, ts. sama pisteytysarvo riippumatta kohdan merkkihistoriaa (melkein kaikissa sama merkki vaiko hyvin satunnainen kohta)  => voi huonontaa konsensusta

· perustuu pareittaisin ryhmittelyihin

· syntyneitä ryhmittelyjä ei voida myöhemmin muuttaa

CLUSTALW:

· edut

· tarkoitettu profiilien/sekvenssiperheiden ryhmittelyyn

· hyödyntää heuristiikkoja, jotka voivat vaikuttaa tarkuuteen positiivisesti

· haitat

· syntyneitä ryhmittelyjä ei voida myöhemmin muutta

Barton-Sternberg:

· edut

· syntynyttä ryhmittelyä voidaan iteratiivisesti parantaa poistamalla/lisäämällä sekvenssejä

Profiili-HMM:

· edut

· luodaan malli, johon kaikkien sekvenssien voidaan olettaa perustuvan

· toimii myös ryhmittelemättömille sekvensseille

· haitat

· voidaan juuttua paikallisiin ääriarvoihin

E1.j)

Fragment assembly liittyy suoraan sekvensointiin. Yhdellä kertaa pystytään kuitenkin sekvensoimaan korkeintaan muutaman sadan emäsparin pituisia sekvenssejä, kun taas genomien pituudet ovat tuhansista jopa miljooniin emäspareihin. Tarvitaankin menetelmä, jolla lyhyistä paloista voidaan koota pidempi sekvenssi, joka vastaa mahdollisimman hyvin alkuperäistä. Useimmiten sekvensoitavat palat valitaan satunnaisesti.

Physical mapping liittyy samaan suuruusluokkaeroon. Physical mappingissa on tavoitteena saada kuva geenien sijainnista kromosomeissa. Kuitenkin sekvenssien kokoero koko geenikarttaan on niin suuri, että pelkästään katsomalla sekvenssiä ei ole helppo päätellä missä päin karttaa se sijaitsisi. Ongelma voidaan ratkaistaan lisäämällä kromosomeihin erityisiä markereita, joiden perusteella  sekvenssien sijainti kromosomissa voidaan selvittää.

E1.k)

-----------------------------------------------------------

f1     :                ATCCGTTGAAGCCGCGGGC

f2     :                                        TTAACTCGAGG

f3(rev):                              CGGGCAGTACTTAA

f4(rev):      CCCGACACAGAT

f5     : CGACTCCCGACACA

f6     :           CACAGATCCGTTGAAGCCGCGGG

f7(rev):                                     TACTTAACTCGAG

f8     :                            CGCGGGCAGTACTT

-----------------------------------------------------------

         CGACTCCCGACACAGATCCGTTGAAGCCGCGGGCAGTACTTAACTCGAGG

Sekvenssin pituus on 50. (rev tarkoittaa reverse complement)

E1.l)

Restriction entsyymi katkaisee DNA:n kaksoiskierteen eri puolet eri kohdista, toisen puolen restriction siten alusta ja toisen lopusta. Entsyymin tunnistama sekvenssi on reverse komplementti itsestään.

Esimerkki: (restriction site: GGCC)

...ACTCCGGACT...   =>   ...ACTCCGG      ACT...

...TGAGGCCTGA...   =>   ...TGA      GGCCTGA...

Restriction site tarttuu helposti toiseen samanlaiseen. Entsyymin ja sen määrittelevän restriction siten välillä on yksi yhteen –suhde, joten eri entsyymit väistämättä vastaavat eri sitejä. Tulos on itsestään selvä, johtuen myös reverse komplementtisuuden yksikäsitteisyydestä.

E1.m)

Lemman 6.1:
Binäärinen matriisi M mahdollistaa täydellisen phylogenian, jos ja vain jos jokaiselle parille i ja j, joukot Oi ja Oj (sarakkeissa i ja j esiintyvien ykkösten joukot) joko sisältävät toisensa tai eivät sisällä yhtään yhteistä pistettä.

Lemman 6.1 mukainen matriisi sisältää tietyn määrän pistevieraita (disjoint) joukkoja. Kyseiset joukot siis sisältävät ykkösiä ainoastaan toisistaan poikkeavilla riveillä. Samassa joukossa olevat sarakkeet sisältyvät  aina johonkin tiettyyn, saman joukon alkioon. Rivit voidaan järjestää siten, että valitaan vuorollaan jokin joukko, ja asetetaan joukon alkioiden määrittelemät rivit (ts rivit joilla on jossain joukon alkiossa ykkönen) matriisiin ylhäältä alkaen. Valitaan toinen joukko, ja lisätään sen määrittelemät rivit matriisiin edellisen joukon rivien alle. Näin jatketaan kunnes kaikki joukot on lisätty. Ts, ylimmäksi tulevat joukkoon 1 kuuluvat rivit, seuraavaksi joukkoon 2 kuuluvat rivit jne.

Näin on saatu matriisi jonka sarakkeilla on C1P ominaisuus.

Esimerkki:

0 1 0 1 0 1 0

0 1 0 1 0 1 0

0 0 1 0 0 0 0

0 1 0 0 0 1 0

0 0 1 0 0 0 1
=>
0 0 1 0 0 0 1

0 1 0 0 0 1 0

0 0 1 0 0 0 0

1 0 0 0 1 0 0

1 0 0 0 1 0 0

Matriisissa on kolme erillistä joukkoa: (1,5), (2,4,6) ja (3,7). Oikeapuoleisessa matriisissa on aloitettu joukon (2,4,6) määräämillä riveillä (rivit 1 ja3). Seuraavana on joukon (3,7) rivit, ja viimeisenä joukon (1,5) rivit. Tulokseen päädyttäisiin siis vaihtamalla rivien 2 ja 4 paikkaa. Tuloksena saadun matriisin arakkeilla on C1P ominaisuus.

Edellä kuvattujen periaatteiden pohjalta on helppo kehittää algoritmi joka etsii erilliset joukot ja järjestää rivit niiden mukaan.

E1.n)

E1.o)

E2.a)

Todistetaan induktiolla:

1)
n = 1:

Yhden pituinen permutaatio voi olla vain yhdessä järjestyksessä

=> käännöksiä tarvitaan n - 1 = 0
2)
induktioaskel n => n + 1:

Käännetään n+1 pituisesta sekvenssistä se osa sekvenssin alusta, joka päättyy ensimmäiseen elementtiin. Näin on saatu ensimmäinen elementti kohdallen. Jäljellä on siis n:n pituinen sekvenssi joka tulee järjestää. Tämä onnistuu induktio-oletuksen mukaan n-1 askeleella. Näin ollen n+1 pituisen sekvenssin järjestely onnistuu yhtä useammalla käännöksellä, ts

n-1 + 1 = (n + 1) – 1 = n

E2.b)

Esimerkiksi seuraavassa RNA-sekvenssissä voi esiintyä solmu:

...G...U...C...A...

Tässä solmu voi syntyä jos C kiinnittyy mainittuun G:hen ja myöhemmin tuleva A loopin reunalla olevaan U:hun. Välissä täytyy kuitenkin olla riittävän pitkä sekvenssi, koska ketju ei voi taittua liian jyrkästi.

E2.c)

HMM:

 +-0.999--+               +-0.99--+

 |        |               |       |

 |        v               v       |

 |  +-------+          +-------+  |

 +--|       |--0.001-->|       |--+

    | A:0.1 |          | A:0.3 |

    | C:0.4 |          | C:0.2 |

    | G:0.4 |          | G:0.2 |

    | T:0.1 |<--0.01---| T:0.3 |

    +-------+          +-------+

Siirtymätodennäköisyydet on saatu asettamalla juoksunpituuden odotusarvo halutuksi ja laskemalla siitä tarvittava todennäköisyys.

Muodostetaan mallista stokastinen säännöllinen kielioppi:

Terminaalit:

{a,c,g,t}

Non-terminaalit:
{A,B}

Aloitussymboli:
S

Kielioppi:

S => A

S => B

A => aA 
(P=0,0999)

B => aB
(P=0,297)

A => cA 
(P=0,3996)

B => cB
(P=0,198)

A => gA 
(P=0,3996)

B => gB
(P=0,198)

A => tA
(P=0,0999)

B => tB
(P=0,297)

A => aB
(P=0,0001)

B => aA
(P=0,003)

A => cB
(P=0,0004)

B => cA
(P=0,002)

A => gB
(P=0,0004)

B => gA
(P=0,002)

A => tB
(P=0,0001)

B => tA
(P=0,003)

Alussa ollaan joko tilassa A tai B (todennäköisyyksiä ei tiedetä).

E2.d)

Kirjassa esitetyssä Nussinov-algoritmissa d(i,j)=1 (lue: delta), jos i ja j muodostavat emäsparin, ja d(i,j)=0, jos eivät (siis d(G,C)=1 ja d(A,U)=1, muuten 0). Korvaamalla tämä funktio pisteytys​funktiolla s jolle s(G,C)=3 ja s(A,U)=2 saadaan aikaan GC parien pisteytyksen painotus. Muutos ei vaikuta itse algoritmiin mitenkään. Ainoastaa algoritmin tuottama tulos ja sen merkitys muuttuu hieman. Kyseinen laajennus on todellakin triviaali, kuten tehtävänannossa mainittiin.

E2.e)

Kirjassa ehdotettu substituutiomatriisi WAC on määritelty tutkimalla aminohappojen esiintymisympäristöjä. Aminohappojen väliset mutaatiotodennäköisyydet on määritelty kyseisten ympäristöjen samankaltaisuuden perusteella. Jokaisesta aminohapposta otettiin tietty määrä ilmentymiä (n.100), ja näiden ympäristöistä lasketiin aminohapoille fysikaalisten ja kemiallisten ominaisuuksien spatiaalista jakaumaa kuvaavat piirteet.

PAM matriisi on puolestaan estimoidaan tarkkailemalla aminohappojen muuttumista toisiksi tietyn ajan kuluessa. Näistä estimoidaan todennäköisyydet tietyn ajan kuluessa tapahtuville mutaatioille. PAM huomioi vain kyseisen aminohapon, kun WAC puolestaan ottaa huomioon sen ympäristön jossa aminohappo sijaitsee.

WAC:ia testattiin verrattuna BLOSUM62:een ja PAM250:een. WAC osoittautui samantasoiseksi PAM250:n kanssa saman perheen proteiinisekvenssien havaitsemisherkkyydessä.

E2.f)

E2.g)

E2.h)

