a)

Tarkoituksena on ryhmitellä alla olevat sekvenssit:

AAAG

ACG

Ensin käytetään dynamic programming -menetelmää. (sama kirjain: 0, eri kirjain: -1, tyhjä: -2) Alla olevassa kuvassa on esitetty algoritmin tuottama tulos.

Katkoviivoilla merkityt reitit on jätetty huomiotta, koska niitä pitkin ei päästä optimaaliseen tulokseen. Jäljelle jää Kolme reittiä, joista esim. paksuilla nuolilla merkitty tuottaa tuloksen:

-ACG

AAAG

Sitten käytetään HMM-menetelmää. Aluksi pitää muodostaa ”piilossa” oleva probabilistinen malli. Mallin rakenteen (tilat, siirtymät) valitsemiseen ei ole olemassa formaalisti perusteltua algoritmia. Sen sijaan sen parametrien (todennäköisyyksien) estimointi voidaan tehdä matemaattisen tarkasti. Alla on muodostettu malli ja estimoitu sen parametrit. Nähdään, että tässä tapauksessa mallin valinta oli melko triviaali ja parametrit saadaan suoraan annettujen merkkijonojen perusteella. (otos ei tosin ole kovin edustava, mutta se kuvautuu tarkasti)


Tästä pitäisi sitten vielä muodostaa pair-HMM, jota käytetään ryhmittelyyn. Se ei nyt kuitenkaan auennut...

b) 

Deterministiset ja probabilistiset menetelmät sekvenssien ryhmittelyssä:

Deterministiset menetelmät
Probabilistiset menetelmät

- tiloja, jotka vastaavat merkkien lisäämistä ja merkkijonon sovittamista
- tiloja, jotka vastaavat lisättyjen merkkien jakaumia

- siirtymiä, joihin liittyy sakkofunktio merkkijonojen erilaisuusmitan perusteella
- siirtymiä, joihin liittyy todennäköisyys

- sakkofunktion minimoimista
- todennäköisyyden maksimoimista

- tuottaa yhden tai useampia ”oikeita” tuloksia, jotka ovat keskenään samanarvoisia
- tuottaa kaikki mahdolliset tulokset, joista voidaan valita todennäköisin (harvoin sama todennäköisyys kovin monella)

- mallin luominen usein suoraviivaista, parametrien (sakkofunktio) valinnassa tiettyjä ”standardiratkaisuja”
- mallin luominen usein vaikeaa, parametrien (todennäköisyyksien) estimoiminen suoraviivaista




c)

Markovin ketju
HMM

- bijektio tilojen ja kulloisenkin merkin välillä
- havaitusta merkistä ei voida päätellä tilaa

- kun ollaan jossakin tilassa, voi olla useita merkkivaihtoehtoja tietyillä todennäköisyyksillä

- mahdollisten alisekvenssien rajojen löytäminen löytyy vain kokeilemalla
- mahdollisten alisekvenssien rajat saadaan todennäköisimmän polun sivutuotteena

- herkkä pituudelle





Käyttötarkoituksia

- kuuluuko sekvenssi tiettyyn joukkoon (esim. CpG-saarekkeet)

- jos se kuuluu joukkoon, mitkä ovat sen erityisominaisuudet (todennäköisyys, rakenne)

- erottelu: esim. CpG-saarekkeista voidaan vain arvioida jo löydettyjen saarekkeiden todennäköisyys, saarekkeita ei voida etsiä (järkevillä aikavaatimuksilla)
- sekvenssien etsintä

- sekvenssien ryhmittely (alignment), kuten kohdassa a), myös useammille sekvensseille yhtaikaa 

- foneemiperustainen puheentunnistus

d)

Juoma-automaatin tilakaavio:
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Aluksi ollaan tilassa WP. Seuraava tila voi olla joko WP tai CP, riippuen siitä, kumpi tulee valituksi. 

P ({cola, lemonade}) 

= P(cola | WP) · ( P(WP | WP) · P(lemonade | WP) + P(CP | WP) · P(lemonade | CP))

= 0.1 · (0.5 · 0.2 + 0.5 · 0.3)

= 0.025

Jos tilojen sisältö olisi deterministinen, kyseessä olisi Markov-malli. Tiloista saadaan deterministisiä valitsemalla tilan symboliksi se, jolla on suurin todennäköisyys. Tässä tapauksessa CP: C ja WP: W. Kuten huomataan, mallin esitysvoima huononee selvästi.

e)

Sekvenssin todennäköisyys saadaan kaavalla (3.2):
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Kaikkien L:n pituisten sekvenssien todennäköisyyksien summa on:
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Alla on vaiheittain muokattu yo. kaavaa ja todistettu sen lopulta olevan 1. Jos xi:t ovat riippumattomia (eivät toistensa funktioita), voidaan summauksen järjestys vaihtaa, jolloin sisin summa on 1 (rivi 1). Tilasta lähtevin siirtymien summanhan pitää määritelmän mukaan olla 1. Sitten tulosta on otettu ulos pienin termi, jonka summan tiedetään myös olevan 1 (rivi 2), vrt. ed. vaihe. Tämä on toistettu lopuille xn:lle (rivi 3). Lopuksi jäljelle jää vain uloin summa, joka siis myös on 1 (rivi 4). 
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Bioinformatiikan kannalta kyseessä on tietynpituisten sekvenssien sovittaminen todennäköisyysmalliin. Malli voi olla peräisin esim. jostakin testiaineistosta. Tällöin malli selittää kaikki mahdolliset sekvenssit, vaikka testiaineisto ei kattaisikaan kuin osan niistä. Mallin esitysvoima riippuu otoksen edustavuudesta.

f) 

FSA ja Pair-HMM etsinnässä:

FSA
Pair-HMM

- pohjimmiltaan deterministinen menetelmä
- probabilistinen menetelmä

- tiloja, jotka vastaavat merkkien lisäämistä ja merkkijonon sovittamista
- tiloja, jotka vastaavat lisättyjen merkkien jakaumia

- siirtymiä, joihin liittyy sakkofunktio merkkijonojen erilaisuusmitan perusteella
- siirtymiä, joihin liittyy todennäköisyys

- sakkofunktion minimoimista
- todennäköisyyden maksimoimista

- valitut parametrit käyttäytyvät ennakoitavalla tavalla
- parametrejä ei välttämättä pystytä muuntamaan suoraan todennäköisyyksiksi

- dataan parhaiten sopiva malli ei välttämättä ole paras malli etsintään


- Viterbi-algoritmillä usein FSA:ta huonompia tuloksia, mutta jos forward-algoritmin pisteytys saadaan riippumattomaksi yksittäisestä ryhmittelystä, tulokset voivat olla parempia




g)

HMM:t (Hidden Markov Models) ovat tilamalleja, joissa tilojen välisillä siirtymillä ja kussakin tilassa esiintyvillä kirjaimilla on tietyt todennäköisyydet. PSSM:t (Position Spesific Score Matrices) ovat ennaltamäärätyn pituisia tilastollisia malleja, joissa kuhunkin kohtaan tuleva kirjain noudattaa omaa jakaumaansa. L:n pituinen PSSM voidaan sijoittaa N:n pituiseen sekvenssiin N-L+1:llä tavalla, ts. alkuun, loppuun tai mihin tahansa sille välille. PSSM:ää voidaan pitää HMM:n erikoistapauksena, jossa tilat muodostavat yhtenäisen jonon ja niiden väliset siirtymät tapahtuvat todennäköisyydellä 1.

  Profiili-HMM on HMM-malli, jota on laajennettu PSSM:stä siten, että sekvenssin pituus voi muuttua. Tämä onnistuu lisäämällä jokaista tilaa (matched state) vastaamaan lisäystila (insert state) ja poistotila (delete state). Siten sekvenssistä voi puuttua ja/tai siihen voidaan lisätä yksi tai useampia kirjaimia. Malli ei kuitenkaan sisällä silmukoita, eli siinä voidaan liikkua vain eteenpäin. Kuten PSSM:kin, profiili-HMM perustuu tunnetusta ryhmittelystä (alignment) laskettuun tilastolliseen jakaumaan, josta mm. korvataan nollatodennäköisyydet pienehköillä vakioilla ja tehdään mahdollisesti muuta mallin luonteen vaatimaa esikäsittelyä. Tarvittava ryhmittely voidaan tuottaa esim. HMM-mallilla.

h)

”Maailmanloppuun” on aikaa sekunteina:

T = 5*109*365*24*3600 = 1,5768...*1017s

Ratkaistaan N annetusta yhtälöstä:

102N-4 = T

2N-4 = log10 T

N = (log10 T + 4)/2

= 10,5988...

Ehdittäisiin siis ryhmitellä 10 sekvenssiä ja aikaa kuluisi ”vain”:

T = 102N-4 = 116 s,

joka vastaa siis 116/3600/24/365 = 317,09...*106 a, eli noin 317 miljoonaa vuotta.

Tuloksesta voidaan päätellä, että laskentaa ei kannata aloittaa käytettävissä olevalla tietokoneella/algoritmilla, vaan odotella nopeampia tietokonesukupolvia ja kehitellä siinä odotellessa algoritmia tehokkaammaksi (alkuun vaikka muutaman ohjelmoijasukupolven ajan).

i)


Edut
Haitat

Feng-Doolittle
- pisteytyksen muuttamisen etäisyyksiksi ei tarvitse välttämättä olla tarkka

- suosii eri sekvensseissä samaan kohtaan tulevia rakoja
- ei ota paikan konservaatioastetta huomioon, ts. lisättävä sekvenssi voi huonontaa konsensusta

- perustuu pohjimmiltaan pareittaisiin ryhmittelyihin
- kaikissa progressiivi​sissa ryhmittely​menetelmissä pisteytystapa on aina valittava enemmän tai vähemmän ad hoc.

CLUSTALW
- tarkoitettu nimenomaan sekvenssiperheiden ryhmittelyyn
- tapahtuneet aliryhmittelyt jäädytetään


Barton-Sternberg
- parantaa iteratiivisesti jo syntynyttä ryhmittelyä lisäämällä uusia sekvenssejä, kunnes niiden aiheuttamat muutokset ovat tarpeeksi pieniä



Profiili-HMM
- luodaan jakauma, johon kaikkien sekvenssien voidaan olettaa perustuvan

- toimii myös valmiiksi ryhmittelemättömille sekvensseille


- aina on mahdollista juuttua paikalliseen maksimiin, jota tosin voidaan yrittää estää esim. simulated annealing –menetelmällä

j)

Fragment assembly on suorassa yhteydessä sekvensointiin. Sekvensoinnissa ongelmana on, että yhdellä kertaa pystytään sekvensoimaan korkeintaan muutaman sadan emäsparin pituisia sekvenssejä, kun taas genomien pituudet ovat tuhansia, jopa miljoonia tai miljardeja emäspareja. Pitää siis olla menetelmä, jolla pienistä paloista saadaan koottua pidempi sekvenssi, joka vastaa mahdollisimman paljon alkuperäistä. Usein sekvensoitavat palat valitaan satunnaisesti, mutta valintaan voidaan käyttää myös muita perusteita. 

  Physical mapping liittyy samaan suuruusluokkien eroon kuin fragment assemblykin. Tavoitteena on saada kuva esim. geenien sijainnista kromosomeissa. Geenikartan muodostamista voidaan verrata tilanteeseen, jossa katsotaan maata voimakkaasti suurentavalla kaukoputkella kuusta. Kaukoputki erottelee kyllä jopa muutaman sentin kokoisia yksityiskohtia (vrt. emäsparit), mutta näkökenttään mahtuu kerralla vain noin kilometrin kokoinen alue (DNA:ta pystytään esim. fragment assemblyllä sekvensoimaan vain joitakin kymmeniä tuhansia emäspareja kerralla). Näiden perusteella pitäisi luoda maailmankartta (geenikartta). Ongelma ratkaistaan sirottelemalla kromosomeihin erityisiä markereita, joiden perusteella kyseisen sekvenssin sijainti kromosomissa voidaan selvittää.

k)

f1:                ATCCGTTGAAGCCGCGGGC

f2:                                        TTAACTCGAGG

f3~:                             CGGGCAGTACTTAA

f4~:     CCCGACACAGAT

f5: CGACTCCCGACACA

f6:           CACAGATCCGTTGAAGCCGCGGG

f7~:                                    TACTTAACTCGAG

f8:                            CGCGGGCAGTACTT

----Konsensus-----------------------------------------

    CGACTCCCGACACAGATCCGTTGAAGCCGCGGGCAGTACTTAACTCGAGG

    12345678901234567890123456789012345678901234567890

             1         2         3         4         5 
Pituus on 50 , eli sopivaa suuruusluokkaa, eikä virheitäkään näytä olevan.

l) Miksi kahden eri restriction entsyymin restriction sitet eivät voi olla samoja?

Restriction entsyymi katkaisee DNA:n kaksoiskierteen siten, että toinen puoli katkeaa restriction siten toisesta päästä ja toinen toisesta päästä. Tämä johtuu siitä, että entsyymin tunnistama sekvenssi on oma reverse komplementtinsa. Alla on esimerkki, jossa vasemmalla alkuperäinen kaksoiskierre ja oikealla pilkottu versio.

...ACTAATTGCT...   =>   ...ACTAATT      GCT...

...TGATTAACGA...        ...TGA      TTAACGA...

Restriction site (tässä AATT) jää ”tahmeaksi”, toisin sanoen tarttuu helposti toiseen samanlaiseen. Määritelmän perusteella entsyymin ja siten välillä on yksi yhteen –suhde, joten eri entsyymit eivät voi tuottaa samaa siteä. Perustelut tuntuvat melko heppoisilta, mutta vaikea keksiä mitään parempaakaan, kun tuntuu, että tulos on itsestään selvä.

m)

n)

o)

Tehdään sijoitus t1+t2 = u ja ratkaistaan derivaatan nollakohta matlabilla:

Tiedoston likelihood_der.m sisältö:

% Symbolien esittelyt:
u = sym('u');

n1 = sym('n1');

n2 = sym('n2');

a = sym('a');

P = 1/(16^(n1+n2)) * (1+3*exp(-4*a*u))^n1 * (1-exp(-4*a*u))^n2;

% Derivointi
dPdu = diff(P, u)

dPdu = simplify(dPdu)

% Derivaatan nollakohta
u_ml = solve(dPdu, u)

Ajetaan em. tiedosto:

» likelihood_der

dPdu =

-12/(16^(n1+n2))*(1+3*exp(-4*a*u))^n1*n1*a*exp(-4*a*u)/(1+3*exp(-4*a*u))*(1-exp(-4*a*u))^n2+4/(16^(n1+n2))*(1+3*exp(-4*a*u))^n1*(1-exp(-4*a*u))^n2*n2*a*exp(-4*a*u)/(1-exp(-4*a*u))

dPdu =

-4*a*exp(-4*a*u)*(1/16+3/16*exp(-4*a*u))^n1*(1/16-1/16*exp(-4*a*u))^n2*(-3*n1+3*n1*exp(-4*a*u)+n2+3*n2*exp(-4*a*u))/(1+3*exp(-4*a*u))/(-1+exp(-4*a*u))

u_ml =

-1/4*log(-1/3*(n2-3*n1)/(n1+n2))/a

» 

Tulos supistuu muotoon –1/(4a)*ln((3n1-n2)/(3n1+3n2)), joka on muuten sama kuin kirjassa esitetty, mutta jostakin syystä on vielä riippuvainen a:sta.
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