a)

Tarkoituksena on ryhmitellä alla olevat sekvenssit:

AAAG

ACG

Ei-probabilistinen menetelmä – Dynamic Programming. 

Kuvassa on esitetty algoritmin tuottama tulos.

[image: image1.wmf]0

-6

-2

-4

-8

-1

-5

-4

-6

-1

-3

-2

-4

-2

-1

0

-2

-3

1

-1

A

C

G

A

A

A

G


Tässä on siis käytetty seuraavaa pisteytysfunktiota:


s(sama)   = 
+1


s(eri)       = 
-1


s(aukko) = 
-2

Optimaalinen ratkaisu tuottaa pisteytysfunktiolle arvon –1, joka saadaan kolmella eri tavalla. Kuvassa nämä ratkaisut on esitetty ehjillä nuolilla. Mahdolliset optimaaliset ratkaisut:

-ACG

AAAG

A-CG

AAAG

AC-G

AAAG
Probabilistinen menetelmä -  HMM. Muodostetaan aluksi pair-HMM-malli. 

Aluksi FSA-malli dynamic programing-algoritmista
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s(i,j) = 1, jos i = j, ja s(i,j) = -1 muuten

Tästä muodostetaan tarvittava pair-HMM
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Tähän pitäsi estimoida todennäköisyydet! Kun todennäköisyydet on estimoitu, malli emittoisi valmiin alignmentin.

b) 

Probabilistiset ja ei-probabilistiset menetelmät sekvenssien ryhmittelyssä:

Ei-probabilistiset menetelmät

· voidaan ymmärtää tilakoneena

· tilat vastaavat merkkien lisäämistä ja merkkijonojen sovittamista

· siirtymiä, joiden kustannus määräytyy merkkijonojen etäisyysmitan perusteella

· tavoitteena sakkofunktion minimointi

· tuottaa yhden tai useampia optimaalisia tuloksia, joita ei voida asettaa keskenään järjestykseen

· mallin luominen melko suoraviivaista, parametrien valintaan olemassa standardiratkaisuja

Probabilistiset menetelmät

· voidaan ymmärtää probabilistisena laajennuksena tilakoneelle

· tilat vastaavat lisättyjen merkkien jakaumia
· siirtymiä, joilla on tietty todennäköisyys
· tavoitteena todennäköisyyden maksimointi
· Tuottaa todennäiköisyyden kaikille mahdollisille ratkaisuille – voidaan valita optimaalinen
· mallin luominen usein vaikeaa, parametrien (todennäköisyyksien) estimoiminen suoraviivaista
c)

Markovin ketju (MC):

· tilat deterministisiä, vain siirtymät probabilistisia

· seuraavan tilan todennäköisyys täysin tiedossa nykyisen tilan perusteella

· mahdollisten alisekvenssien rajojen löytäminen onnistuu vain kokeilemalla, ts. joudutaan olettamaan sekvenssille jokin pituus (ikkuna) ja kokeilemaan sitä. Menetelmä on siis herkkä sekvenssien pituudelle

HMM:

· sekä tilat että siirtymät probabilistisia 

· nykyistä tilaa ei voida havaita, havaitaan ainoastaan emittoitu symboli, tästä termi ’hidden’, täten myöskään seuraavan merkin todennäköisyyttä ei voida varmasti sanoa

· mahdollisten alisekvenssien rajat saadaan todennäköisimmän polun sivutuotteena

Käyttö bioinformatiikassa:

· CpG saarekkeiden erottelu (yleisemmin: kuuluuko tietty sekvenssi tiettyy joukkoon)

· jos se kuuluu joukkoon, mitkä ovat sen erityisominaisuudet (todennäköisyys, rakenne)

· MC: erottelu: esim. CpG-saarekkeista voidaan vain arvioida jo löydettyjen saarekkeiden todennäköisyys.

· HMM: sekvenssien etsintä

· HMM: sekvenssien ryhmittely (alignment), kuten kohdassa a), myös useammille sekvensseille yhtaikaa 

d)

Juoma-automaatin tilakaavio:
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Aluksi ollaan tilassa WP. Seuraava tila voi olla joko WP tai CP.

P ({cola, lemonade}) 

= P(cola | WP) * ( P(WP | WP) * P(lemonade | WP) + P(CP | WP) * P(lemonade | CP))

= 0.1 * (0.5 * 0.2 + 0.5 * 0.3)

= 0.025

Markov mallissa tilat ovat deterministisiä, eli jos ollaan tietyssä tilassa, emittoidaan aina sama symboli. Tästä HMM:stä tulisi siis (näkyvä) Markovin malli, jos tilassa CP automaatti antaisi aina colaa ja tilassa WP aina vettä.

e) Kysytty todennäköisyys saadaan DEKM kaavalla (3.2) sivulla 48
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Toisaalta kaikkien L pituisten sekvenssien todennäköisyyksien summa on 
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Tästä saadaan johdettua kysytty
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Tässä on yksi kerrallaan eliminoitu summasta termejä 
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. Summausten järjestystä voidaan vaihtaa, koska 
[image: image9.wmf]n

x

:t riippumattomia.

f) 

FSA ja Pair-HMM etsinnässä:

FSA

· deterministinen menetelmä 

· tiloja, jotka vastaavat merkkien lisäämistä ja merkkijonon sovittamista 

· siirtymiä, joihin liittyy sakkofunktio merkkijonojen erilaisuusmitan (etäisyysfunktio) perusteella 

· sakkofunktion minimoimista 

Pair-HMM 

· probabilistinen menetelmä 

· tiloja, jotka vastaavat lisättyjen merkkien jakaumia 

· siirtymiä, joihin liittyy todennäköisyys 

· todennäköisyyden maksimoimista 

· parametrejä ei välttämättä pystytä muuntamaan suoraan todennäköisyyksiksi

· dataan parhaiten sopiva malli ei välttämättä ole paras malli etsintään 

· Tulokset usein huonompia kuin FSA:lla jos Viterbiä käytetään tietokantahakuun, mutta jos käytetään forward-algoritmia tuottamaan tietystä alignmentistä riippumaton pisteytys, voidaan saada parempia tuloksia.

· Jokaisesta pair-HMM:stä voidaan johtaa ekvivalentti FSA, joka tuottaa todennäköisimmän alignmentin, päinvastainen ei ole yhtä yksinkertaista

· Voidaan helposti laajentaa lokaaleille alignmenteille

g)

HMM:t (Hidden Markov Model) ovat malleja, joissa siirtymillä tilojen välillä ja kussakin tilassa havaituilla havainnoilla on tietyt todennäköisyydet. 

PSSM:t (Position Spesific Score Matrix) ovat ennaltamäärätyn pituisia tilastollisia malleja, joissa kuhunkin kohtaan tuleva symboli noudattaa omaa jakaumaansa. PSSM:n arvot ovat kuten pisteytysmatriisin arvot s(a,b), mutta b ei ole aminohappo, vaan sijainti sekvenssissä. PSSM:ää voidaan käyttää etsimään tiettyä sekvenssiä pitemmästä sekvenssistä. PSSM voidaan myös nähdä triviaalina HMM:nä , jossa tilat muodostavat yhtenäisen jonon ja niiden väliset siirtymien todennäköisyys on 1.

Profiili-HMM on HMM-malli, jota on laajennettu PSSM:stä siten, että on lisätty erityiset tilat: insert -tila ja delete -tila. Tämä mahdollistaa sekvenssien pituuden vaihtelun. Tähän malliin voidaan siis lisätä kirjaimia ja siitä voidaan poistaa kirjaimia. Tämä mahdollistaa sen, että alignmenttiä tehtäessä voidaan jättää huomioimatta sellaiset osasekvenssit joilla ei ole merkitystä (insert –tila). Profiili-HMM voidaan estimoida tunnetusta alignmentista (kuten PSSM:kin), mutta se voidaan myös estimoida suoraan ryhmittelemättömistä sekvensseistä.

h) DEKM 6.1

Auringon sammumiseen on aikaa:

T = 5*109*365*24*3600 = 1,5768 * 1017s

Ratkaistaan N:

102N-4 = T
2N-4 = log10 T
N = (log10 T + 4)/2

= 10,5988 ( 10

Ehdittäisiin siis ryhmitellä 10 sekvenssiä!

i) Feng-Doolittle: 

+ pisteytysfunktion muuttamisen etäisyysmitaksi ei tarvitse olla tarkka

+ suosii sekvensseissä samaan kohtaa tulevia aukkoja

- ei ota huomioon tietyn paikan pysyvyyttä, ts. sama pisteytysarvo riippumatta siitä onko ko. kohdassa erittäin hyvin säilynyt kohta (melkein kaikissa stringeissä sama merkki) vai onko kohta hyvin satunainen

- perustuu pareittaisin ryhmittelyihin

- syntyneet ryhmittelyt ’jäädytetään’ ts. niitä ei voida myöhemmin muuttaa

CLUSTALW:

+ tarkoitettu erityisesti profiilien ryhmittelyyn

+ mahdollistaa paitsi sekvenssi-sekvenssi alignmentin, myös profiili-sekvenssi ja profiili-profiili alignmentin.

+ hyödyntää erilaisia heuristiikkoja, jotka vaikuttavat sen tarkuuteen parantavasti

- syntyneet ryhmittelyt ’jäädytetään’ ts. niitä ei voida myöhemmin muuttaa

Barton-Sternberg

+ Jo syntynyttä ryhmittelyä voidaan iteratiivisesti parantaa poistamalla sekvenssejä ryhmittelystä ja ryhmittelemällä ne uudelleen.

Profiili-HMM

+ perinteisten menetelmien ad hoc pisteytys korvataan profiili-HMM:n oletuksella, että kaikki sekvenssit ovat syntyneet riippumattomasti samasta juuresta tietyn todennäköisyysjakauman mukaisesti.

+ Luodaan malli, johon kaikkien sekvenssien voidaan olettaa perustuvan

+ Voidaan käyttää myös valmiiksi ryhmittelemättömille sekvensseille

- Algoritmit monimutkaisia, voidaan juuttua paikallisiin ääriarvoihin.



j)

Ongelmana on, että yhdellä kertaa pystytään sekvensoimaan korkeintaan muutaman sadan emäsparin pituisia sekvenssejä, kun taas todellisuudessa sekvenssien pituudet ovat tuhansia, jopa miljoonia emäspareja. Tarvitaan siis menetelmä, jolla pienistä paloista saadaan koottua sekvenssi, joka vastaa mahdollisimman hyvin alkuperäistä. Usein sekvensoitavat palat valitaan satunnaisesti, mutta valintaan voidaan käyttää myös muita menetelmiä. 

Physical mapping liittyy samaan asiaan kuin fragment assemblykin, nimittäin suuruusluokkien eroon. Tavoitteena on saada kartta geenien sijainnista kromosomeissa. Geenikartan muodostamsen vaikeutta voidaan havainnollistaa esimerkillä (S&M kappaleen 5 johdanto), jossa katsotaan maapalloa voimakkaasti suurentavalla kaukoputkella kuusta. Kaukoputki kykenee erottelemaan jopa muutaman senttimetrin kokoisia yksityiskohtia (vrt. emäsparit), mutta näkökenttään mahtuu kerralla vain alle kilometrin alue (vrt. fragment assemblyllä pystytään sekvensoimaan vain joitakin kymmeniä tuhansia emäspareja). Näiden perusteella pitäisi kyetä luomaan kartta koko maapallosta (vrt. geenikartta). Ongelma voidaan ratkaista käyttämällä erityisiä ’markereita’, joiden perusteella kyseisen sekvenssin sijainti kromosomissa voidaan selvittää. Nämä markerit ovat pieniä, mutta tarkasti määriteltyjä sekvenssejä joiden sijainti kromosomissa on tarkasti tiedossa.

k) S&M 4.1

f1:                ATCCGTTGAAGCCGCGGGC

f2:                                        TTAACTCGAGG

-f3:                             CGGGCAGTACTTAA

-f4:     CCCGACACAGAT

f5: CGACTCCCGACACA

f6:           CACAGATCCGTTGAAGCCGCGGG

-f7:                                    TACTTAACTCGAG

f8:                            CGCGGGCAGTACTT

------------------------------------------------------

    CGACTCCCGACACAGATCCGTTGAAGCCGCGGGCAGTACTTAACTCGAGG

merkintä –f3 tarkoittaa sekvenssin f3 reverse komplementtia.

l) S&M 5.5 - Explain why two restriction sites for two restriction enzymes cannot coincide.

Restriction entsyymi katkaisee DNA:n kaksoiskierteen siten, että toinen puoli katkeaa restriction siten toisesta ja toinen toisesta päästä. Tämä johtuu siitä, että entsyymin tunnistama sekvenssi on oma reverse komplementtinsa. 

Esimerkki:

...ACTCCGGACT...   ->   ...ACTCCGG      ACT...

...TGAGGCCTGA...   ->   ...TGA      GGCCTGA...

Entsyymin ja siten välillä on yksi yhteen –suhde, joten eri entsyymit eivät voi tuottaa samaa siteä. Kysymys tuntuu hieman typerältä, on vaikea perustella jotain joka on itsestää selvää, ts. jos kaksi sekvenssiä ovat erilaisia, ne ovat erilaisia!

m) Lemman 6.1 mukaan binäärinen matriisi M mahdollistaa täydellisen phylogenian, jos ja vain jos jokaiselle parille i ja j, joukot Oi ja Oj joko sisältävät toisensa tai ovat pistevieraita. Joukko Oi tarkoittaa sarakkeessa i olevien ykkösten joukkoa.

Matriisi voi sisältää N kappaletta eri joukkoja (disjoint sets). Eri  joukot siis sisältävät ykkösiä ainoastaan toisistaan poikkeavilla riveillä. Nyt nämä rivit voidaan järjestää siten, että esim. ylimmäksi tulevat joukkoon 1 kuuluvat rivit, seuraavaksi joukkoon 2 kuuluvat rivit, jne...

Näin järjestetään koko matriisi, ja saadaan matriisi, jonka sarakkeilla on C1P ominaisuus.

Esimerkki:

Matriisi M:  

0 0 1 0 1 0 0

0 0 1 0 1 0 0

1 1 0 1 0 0 0

0 0 0 0 1 0 0 

0 0 0 0 1 1 0
->
1 1 0 1 0 0 0

1 0 0 1 0 0 0

1 0 0 1 0 0 0

0 0 0 0 0 0 1

0 0 0 0 0 0 1

Tässä matriisissa on nyt kolme erillistä joukkon, sarakkeiden 1, 2, ja 4 muodostama joukko, sarakkeisen 3,5 ja 6 muodostama joukko ja sarakkeen 7 muodostama joukko. Vaihtamalla toisen ja kolmannen rivin paikkaa, saadaan matriisi jonka sarakkeilla on C1P ominaisuus.

Tähän voidaan myös helposti kehittää algoritmi, joka etsii erilliset joukot ja järjestää rivit niiden mukaan.
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